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摘要

物理信息神经网络（PINN）在高雷诺数非定常流动中常因各损失项梯度失衡
而难以收敛。本文提出一种以注意力机制自适应分配残差权重的 PINN框架（Attn-
PINN），并证明了其逼近误差的上界。在圆柱绕流（Re = 3 900）算例中，Attn-PINN
的相对 𝐿2误差降至 1.7 × 10−3，较基线降低一个数量级，训练时间缩短 41%。

1 引言

PINN将偏微分方程的残差嵌入神经网络的损失函数[1]，无需网格即可同时求解

正问题与反问题，已成为科学机器学习的核心方法之一[2]。然而，对于强非线性的

Navier–Stokes方程，各损失项的梯度量级相差可达 103 以上，导致训练陷入 “梯度病

态”[3]。神经算子[4]虽能缓解该问题，却依赖大量标注数据。本文借鉴 Transformer的注

意力机制[5]，让网络在训练中自行学习每个配点的权重。

2 问题描述

考虑区域 Ω ⊂ ℝ2上的不可压缩粘性流动，速度 u = (𝑢, 𝑣)⊤与压力 𝑝满足

⎧{{{
⎨{{{⎩

𝜕u
𝜕𝑡 + (u ⋅ ∇)u = −1

𝜌∇𝑝 + 𝜈 ∇2u + f, (x, 𝑡) ∈ Ω × (0, 𝑇 ],

∇ ⋅ u = 0, (x, 𝑡) ∈ Ω × (0, 𝑇 ],
u(x, 0) = u0(x), x ∈ Ω,

(1)

其中 𝜈 为运动粘度。以神经网络 ̂u𝜃、 ̂𝑝𝜃 近似解，定义动量残差 r𝜃 = 𝜕𝑡 ̂u𝜃 + ( ̂u𝜃 ⋅
∇) ̂u𝜃 + 𝜌−1∇ ̂𝑝𝜃 − 𝜈∇2 ̂u𝜃 − f。
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3 方法

3.1 注意力加权残差

对 𝑁𝑟个配点 {x𝑖}，权重由残差特征经缩放点积注意力得到：

𝝀 = softmax(𝑄𝐾⊤

√𝑑𝑘
) 𝑉 , 𝑄 =

⎛⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜⎜
⎝

𝑞11 𝑞12 ⋯ 𝑞1𝑑

𝑞21 𝑞22 ⋯ 𝑞2𝑑

⋮ ⋮ ⋱ ⋮

𝑞𝑁𝑟1 𝑞𝑁𝑟2 ⋯ 𝑞𝑁𝑟𝑑

⎞⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟⎟
⎠

(2)

总损失为加权残差、初边值条件与散度约束之和：

ℒ(𝜃) = 1
𝑁𝑟

𝑁𝑟

∑
𝑖=1

𝜆𝑖∥r𝜃(x𝑖, 𝑡𝑖)∥
2
2⏟⏟⏟⏟⏟⏟⏟⏟⏟

方程残差

+ 𝛽
𝑁𝑏

𝑁𝑏

∑
𝑗=1

∥ ̂u𝜃(x𝑗, 𝑡𝑗) − g𝑗∥
2
2

⏟⏟⏟⏟⏟⏟⏟⏟⏟⏟⏟
边界条件

+𝛾 ∫
Ω

(∇ ⋅ ̂u𝜃)2
dx (3)

学习率按分段余弦策略调整：

𝜂(𝑘) =
⎧{{
⎨{{⎩

𝜂0
𝑘

𝑘𝑤
, 0 ≤ 𝑘 < 𝑘𝑤,

𝜂min + 𝜂0 − 𝜂min
2 [1 + cos(𝜋 𝑘 − 𝑘𝑤

𝐾 − 𝑘𝑤
)] , 𝑘𝑤 ≤ 𝑘 ≤ 𝐾.

(4)

定理 1（误差上界）

设真解 u ∈ 𝐻2(Ω)，网络宽度为𝑚。若训练损失满足 ℒ(𝜃∗) ≤ 𝜀，则存在与𝑚无
关的常数 𝐶，使

∥u − ̂u𝜃∗∥𝐿2(Ω) ≤ 𝐶 (√𝜀 + ln𝑚√𝑚) exp(∫
𝑇

0
‖∇u(⋅, 𝑠)‖𝐿∞ d𝑠) . (5)

证明概要　对误差 e = u − ̂u作能量估计，并利用 Grönwall不等式：
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1
2
d
d𝑡‖e‖2 + 𝜈‖∇e‖2 ≤ ‖∇u‖𝐿∞‖e‖2 + ‖r‖ ‖e‖

≤ (‖∇u‖𝐿∞ + 1
2)‖e‖2 + 1

2‖r‖2.

积分并代入式 (3)即得式 (5)。■

4 数值实验

以圆柱绕流为算例（Re = 𝑈𝐷/𝜈 = 3 900），网络为 8层、每层 128个神经元1。

表 1 不同方法的误差与训练成本对比

方法
相对 𝐿2误差（×10−3） 训练成本

𝑢 𝑣 𝑝 时间（h） 显存（GB）

PINN[1] 18.6 24.1 41.7 9.8 6.2

GradNorm-PINN[3] 6.4 8.9 15.2 11.3 6.9

FNO[4] 3.1 4.0 7.7 7.6 14.5

Attn-PINN（本文） 1.7 2.2 4.9 5.8 7.4

(a) Attn-PINN预测的涡量场 (b)损失下降曲线

图 1 圆柱绕流的预测结果：Attn-PINN准确再现了卡门涡街

由表 1可见，Attn-PINN在三个物理量上的误差均为最低，且训练时间比基线 PINN

缩短 41%（图 1）。

1激活函数为 tanh，优化器为 Adam，𝜂0 = 10−3，𝑘𝑤 = 2 000，𝐾 = 20 000。
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5 结论

本文提出的 Attn-PINN以注意力机制自适应平衡残差权重，在理论上给出误差上界

（式 (5)），在高雷诺数算例中显著优于现有方法。
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